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あらまし 本稿では，監視カメラに映る様々な物体の動作を，CHLAC 特徴量をもとに識別する方法を提案する．位

置不変で加算可能な CHLAC は，監視目的での映像解析における有力な画像特徴量の一つと考えられる．本稿では

CHLAC特徴量と相性の良い錘制約部分空間法を動作認識器として用い，それによって複数の動作識別を行えること

を示す．歩行者・自転車・自動車の 3種類の物体による動作に対する実験を通して、本提案手法の性能評価を行った．
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Abstract This paper describes a cone restricted subspace method for multi-classification of CHLAC features that

are taken from both human and non-human motions. CHLAC features are obtained from binarized frame-difference

image sequences. Because CHLAC features are position invariant and addable, they should be suitable for generic

motion analysis in surveillance. We show that the cone restricted method can be applied to action classification.

We have evaluated the method by the experiment of actions of person, bicycle, and automobile.
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1. は じ め に

シーン中で様々な物体が起こす動作を分類・識別することに

は，監視目的を含め様々なアプリケーションが想定されるため，

その社会的貢献は大きい．それゆえ，一般動作認識は画像認識

における大きな研究分野の一つである．

監視目的でカメラが設置されている場合，映像中で監視対象

となる動作は多様であるので，特徴量の選定や認識器の構成

方法には慎重な配慮が求められる．Cubic Higher-order Local

Auto-Correlation (CHLAC) [1] は，このような監視目的の一

般物体認識における有力な画像特徴量の一つである．

CHLACは，単純な時空間特徴量でありながら，画像全体に

現れる時空間変動をコンパクトに表現できるという利点を持つ．

また，物体の出現位置に不変であることから，シーン中への侵

入物体の位置に関わらず同じ記述が得られることや，複数の同

時動作をその各々の動作に対応する特徴量の和によって表現で

きることなど，監視カメラでの動作認識に有用と思われる性質

を有する．計算コストも低い部類に入るため，様々な用途にも

応用しやすい．

そこで，本稿では，この CHLAC特徴量をもとに，種類の異

なる物体が行う様々な動作を識別する方法を提案する．

2. 関 連 研 究

2. 1 画像特徴量の検討

人間を対象とした一般動作認識では，対象の形状や属性に

依存しない特徴量に基づくアプローチが，その応用性の広さ

から注目を集めている（例えば [2] [3] [4] 等）．それに対して，

CHLAC [1]に基づく動作認識の報告は，その特徴量の性質の良

さから今後増加が期待される．

SIFT(Scale Invariant Feature Transform) [8]は本研究での
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求められる条件である，対象に対する非依存性・位置への非依

存性に対応できる優れた手法である．しかし，時間方向の微分

に反応しないため，動作認識に対応するためには，さらなる工

夫が必要である．

動作へ対応できる手法として，時間方向の畳み込みを行う特

徴量である，ST-patch [9] がある．これも良い手法であるが，

計算コストが高いという難点がある．

また，SIFT や ST-patch のようなインタレストオペレータ

ベースの局所特徴量では，あるフレーム上での 1つの動作が含

まれる画像全体での表現を得ようとすると，それらの局所特徴

量を統合して扱う処理が必要となるという問題点がある．

これに対して，HLAC [10]，CHLAC [1]は動作全体を表す特

徴量の構成が容易であるという点で注目されつつある．

HLAC [10]は 2次元の局所領域における相関パターンの出現

を全体で数え上げることで特徴の算出を行う．そのため，画像

全体からの特徴を記述することが可能である．さらに，画像全

体から相関を取るというその性質上，位置の影響を受けない．

2次元の局所領域を用いる HLACに対して，3次元の局所領

域を用いる特徴量が CHLAC [1]である．3次元を画像平面の 2

次元と時間軸の 1次元として用いることで，時間方向の情報も

得ることができる．

CHLAC特徴量の応用事例として，これまで，動作認識 [7] [11]

や異常検出 [5] [6]が行われてきている．

白木ら [7] は CHLAC および Grid コンピューティングを用

いた動作識別を提案しているが，研究の主題が高速化であるた

め，動作識別には並列化した線形識別を用いており，動作の種

類が増えた場合の認識精度向上には言及していない．

一方，森下ら [11]は時間方向への伸縮などを考慮したCHLAC

利用の発展形について提案し，２種類の動作について実験も

行っているが，その主眼は時間的に変動を含む動作への適応で

あり，複数動作認識が目的ではない．

CHLACを用いた異常検出のための手法は複数提案されてい

る [5] [6]が，いずれも正常状態をあるクラスとしてそこからの

逸脱を異常と定義しているため，本研究目的のような複数動作

認識には対応していない．

そこで，本稿では CHLACを複数動作認識に用いる方法につ

いて提案する．また，実際の実験結果を示すとともに，その結

果から考察を行う．

2. 2 識別器の検討

CHLACのような高次元データベクトルに対するパターン識

別手法としてさまざまな手法が提案されている．

ニューラルネットワークはバックプロパゲーション [12]を利

用することで，線型分離不可能な学習データに対しても学習を

行うことができるが，汎化性能を保証するものではなく，未知

データに対する問題がある．

一方，例えば SVM [13]はマージン最大化することで，ニュー

ラルネットワークにおける入力された未知データに対する挙動

の問題を低減することができる．しかしながら，多クラスへの

対応は向いておらず，対応したとしても，複雑なアルゴリズム

や高い計算コストが必要である．

それに対し，部分空間法 [14]は，特徴ベクトルを高次元であ

る特徴空間の部分空間に射影することで識別する手法であり，

高次の特徴が一部の次元に偏って存在する場合に適している．

さらに，小林らの提案する錘制約部分空間法 [15]は，CHLAC

のような非負値のみをとる特徴量に向けて設計されており，よ

りよい性能が望める．

そこで，本稿では CHLAC特徴量を入力ベクトルとして，そ

れらを錘制約部分空間法により各動作に識別する．

3. CHLAC特徴量

本節では CHLACについて簡単に説明する．

3. 1 HLAC特徴量

(1)式をある関数 f(x)に対する N次自己相関という．
Z

f(x)f(x + a1)f(x + a2) · · · f(x + aN )dx (1)

二値化された画像上のある点 pにおける高次自己相関について

考えるとき，注目画素と近傍の領域は相関が高いと予想できるこ

とから，すべての領域で相関をとるのではなく，局所領域内から

のみ相関を算出することを考える．これをHLAC(Higher-order

Local Auto-Correlation) [10]特徴量とよぶ．

3. 2 CHLAC特徴量

3. 1 節で述べた HLAC は 2 次元の局所領域での相関を求め

るものであったが，局所領域に時間軸を導入し，3× 3× 3の局

所領域で相関を求めるものが CHLAC(Cubic Higher-ordered

Local Auto-Correlation) [1]である．HLACと同じく平行移動

に対してユニークな相関を 2値差分画像の連続 3枚の中の画像

上で求めると 251通りとなる．ゆえに，CHLAC特徴量 xD は

251次元のベクトルである．

4. 錘制約部分空間法

本稿では，特徴量ベクトルの多クラス分類に CHLACに対し

て適していると考えられる錘制約部分空間法を用いる．これに

対する説明と，識別方法についての説明を以下の各節で行う．

錘制約部分空間法は部分空間法の拡張で小林ら [15]により提

案された．部分空間法は部分空間への射影を用いることで分類

を行うが，錘制約部分空間法は部分空間として錘形状の部分空

間を用いる．CHLACなどのヒストグラム値を用いる特徴量は

非負であり，錘形状に分布をみるため，効率的に制約を加える

ことができる．

錘制約部分空間法においてクラス Ci の凸錘 Si は学習ベクト

ル群Xi により計算される．また識別は，凸錘 Si とクエリベク

トル xq の角度 θi を用いる．この角度 θi は以下のようにして

求めることができる．

θi = arcsin(εi) (2)

= arcsin( min
x∈Xi

||xq − x||/||xq||) (3)

4. 1 クラス構成

錘制約部分空間法における錘制約部分空間の構成方法は厳密

凸錘・包括凸錘・円錐近似の 3種類があるが，性能が良いとさ
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れる [15]厳密凸錘について検討を行った．これは，一つのクラ

スにおける学習ベクトル群すべてからなる凸錘から，取り除い

ても凸錘全体に影響がないベクトルを取り除くことで，凸錘を

なすベクトルの数を減らし，計算量を削減するものである．ク

ラス Ci の厳密凸錘 Si を構成するためには，学習ベクトル群

xi ∈ Ci を用いて，以下のステップに従い計算する．

（ 1） Ci に属する学習ベクトル群の部分集合 Cis とその補

集合 Cis̄ をランダムに作成する

（ 2） 各学習ベクトル xi ∈ Ci に対して，その学習ベクトル

を除いた凸錘 Ssī
への角度 θi を算出する

（ 3） 閾値 τθ に対して θi < τθ となる学習ベクトルを従属し

ているものとして，Ci および Cis から除去する

（ 4） 学習ベクトル xj ∈ Cis̄ に対して，Cis の成す凸錘 Sis

への角度 θj を算出し，（3）と同様に θj < τθ となる学習ベクト

ルを従属しているものとして Ci から除去する

（ 5）（1）～（4）を複数回繰り返し，Ci からの除去がなく

なれば終了．そうでなければ繰り返す

これによって得られた学習ベクトル集合をクラス Ci の錘 Si と

して扱う．

4. 2 錐制約部分空間法による分類

本節では，クエリベクトル xq を分類する方法について説明

する．先に述べたとおり，クエリベクトル xq とクラス Ci に属

する凸錘 Si の分類には，その二者のなす角 θi を評価値として

用いる．この評価値 θi に対してクラス Ci における閾値 τθ,i を

設定し，それによるクエリベクトルの凸錘 Si に対する判定を

行う．クエリベクトル xq のクラス Ci での評価値 θi が以下の

条件を満たすとき，そのクエリベクトル xq はクラス Ci に属

していると判定する．

xq ∈ Ci (∀i : τθ,i > θi) (4)

全てのクラスへの判定は並行して行われるので，ひとつのク

エリベクトルは複数クラスに分類されうる．また，どのクラス

にも分類されないという状況も存在しうる．

5. 多クラス分類器の構成

前節までで説明した手法を実際の動作分類に適用する方法に

ついて述べる．

カメラで撮影された映像はフレーム間差分される．時系列で

最新である 3枚のフレーム間差分画像をしきい値 τI を用いて

二値化したものに CHLACを適用し，251次元のベクトルを算

出する．さらに，学習データから凸錘を構成し，得られた凸錘

を用いて 4. 2節のとおりに分類を行う．

このとき，ある動作の映像シーケンスを構成するフレームか

ら算出された複数のクエリベクトルをクエリベクトル集合 Gq

とする．Gq に属するすべてのベクトルについて分類を行い，結

果とする．

なお，(4)式において必要とされる，それぞれのクラスに分

類する閾値 τθ,i は，以下のように決定する．

まず，クラス Ci のNi 個の学習データ自体をそのクラスの分

類器で分類し，その評価値の大きさにより，降順に並べる．

学習データ クエリデータ
図 1 実験に用いた人物の例

自転車
歩行者
自動車

t

図 3 CHLAC 算出の例

θi,1 > θi,2 > · · · > θi,Ni−1 > θi,Ni (5)

その上で，クラス Ci の学習データの個数 Ni に対する割合 ri

により，閾値 τθ,i を決定する．

τθ,i = θi,j(j = ri · Ni) (6)

この，ri は別途定めるものとする．

6. 実 験

実験として実際に動物体の動作を分類する．ここでは，BRC-

H700カメラを監視カメラとして使用した．カメラから得られ

る映像は 1920 × 1080のハイビジョン映像である．

実験で使用した動作は，自動車での左右移動・自転車での左

右移動・人間の左右への歩行である．それぞれの動作は，同じ

画角にセットされた同じカメラから撮影された．撮影は学習

データとして 20回，クエリデータとして 2回の動作について

行った．自動車の左右移動を除き，学習データとして撮影され

た人物とクエリデータとして撮影された人物は別の人物である

(図 1)．撮影された映像は 1人・1台の人物・自動車による動

作である．

それぞれの動作を図 2に示す.すべての映像は CHLACを算

出する前処理として，1/6に縮小した．CHLACを実際に参照

する 3つのフレーム間差分画像の例を図 3に示す．

撮影した映像は，グレイスケール 256階調のフレーム間差分

画像を閾値 τI = 15を用いて 2値化し，CHLAC特徴量を抽出

し，凸錘を τθ = 0.01[rad]を用いて構成した．クエリデータは

別途撮影したそれぞれの動作を使用した．また，5.節で記述し

た方法によりクエリデータを分類させた．その際に，閾値 τθ,i

を決定するパラメタ ri は全てのクラス i について ri = 0.005

とした．

結果を表 1に示す．上段に並んでいるクエリが左列に示され
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自転車・左
自転車・右
歩行者・左
歩行者・右
自動車・左
自動車・右

t

図 2 実験に用いた動作の例

表 2 ユニークに識別されたクエリ

クラス 自転車左 自転車右 歩行左 歩行右 車前進 車後進

フレーム数 87 91 99 123 42 24

割合 [%] 50.9 53.2 48.8 63.7 73.7 41.4

ているクラスに何フレーム分類されたかを示す．クラスは自動

車の前進・後進および左方向および右方向への歩行・自転車で

の移動の 6クラスである．それぞれの識別器を独立に評価して

いるため，複数の識別器が反応した場合があると，割合の合計

は 100%とはならない．また，一つの正解クラスのみにユニー

クに識別されたフレーム数・割合を表 2に示す．太字で示した

数値が正しい識別器が反応したフレーム数・割合である．

また，それぞれのクラスにおける ri を 0から 1まで変化さ

せた際の ROC曲線を図 4に示す．横軸が False Positive，縦

軸が True Positive となっている．

クエリ集合を構成する CHLAC 特徴量ベクトルについて，

41.4～73.7%の割合でクエリを正解クラスのみに分類すること

ができた．また，正解クラスに分類できた割合は 48.8～93.0%と

なる．正解クラスのみに分類できた割合をすべてのクラスにつ

いて平均すると 55.3%となる．最も成績の良かったクラスは自

動車・左クラスの 73.7%であり，最悪値は自動車・右クラスの
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表 1 動作分類結果 (単位:フレーム数・括弧内は全体に対する割合 [%])

クエリ

自転車左 自転車右 歩行左 歩行右 自動車左 自動車右

フレーム数 171 171 203 193 57 58

無識別 46 37 104 70 4 3

( 26.9 ) ( 21.6 ) ( 51.2 ) ( 36.3 ) ( 7.0 ) ( 5.2 )

自転車左 122 0 0 0 0 0

( 71.3 ) ( 0.0 ) ( 0.0 ) ( 0.0 ) ( 0.0 ) ( 0.0 )

自転車右 0 122 0 0 0 15

( 0.0 ) ( 71.3 ) ( 0.0 ) ( 0.0 ) ( 0.0 ) ( 25.9 )

歩行左 38 0 99 0 0 0

結果 ( 22.2 ) ( 0.0 ) ( 48.8 ) ( 0.0 ) ( 0.0 ) ( 0.0 )

歩行右 0 43 0 123 0 0

( 0.0 ) ( 25.1 ) ( 0.0 ) ( 63.7 ) ( 0.0 ) ( 0.0 )

自動車左 0 0 0 0 53 23

( 0.0 ) ( 0.0 ) ( 0.0 ) ( 0.0 ) ( 93.0 ) ( 39.7 )

自動車右 0 0 0 0 11 45

( 0.0 ) ( 0.0 ) ( 0.0 ) ( 0.0 ) ( 19.3 ) ( 77.6 )
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図 4 それぞれのクラスにおける ROC

41.4%となった．

ROCにおいては，自動車・自転車・歩行者の順に良い結果

を得ることができた．これは，それぞれのクエリが持つ自由度

が影響していると思われる．

また，自動車クラスが方向によりユニークに識別された数が

極端に変化した原因は次のように考えている．図 4から，ROC

は自動車左方向・右方向で大きな変化はない．そのため，自動

車クラス単独での性能は問題ないとみなせる．しかし，他ク

ラスの識別器が反応したため，単独での識別率が低くなってし

まっている．このことは，CHLAC表現上において自動車右ク

ラスとその他のクラスが重なっている可能性が高いといえる．

今後自動車右クラスの特徴空間中での広がりを調査していきた

いと考えている．

最後に，今回の実験においては，学習データが 1人・1台の

みから構成されている．このことは，学習データの分布が狭い

可能性が高く，より大規模なデータセットを用いることで，よ

り高い性能を期待することができる．

7. お わ り に

本研究では，監視目的で設置された固定カメラの映像による、

多種類の物体の動作を識別する手法を提案した．

本手法では、映像からフレーム間差分し得られた２値画像系

列から CHLAC特徴量を算出し、識別に用いる。

方法としては、まず事前に用意した複数物体の複数動作そ

れぞれについての学習データについて、部分空間法の一種で

ある錘制約部分空間法により錘を構成した。その上で、入力

CHLAC特徴量に対して、クラスごとに錘との角度における閾

値を設定し，独立した識別を行える識別器を構成した．
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実験では、歩行者、自転車、自動車の 3種類の物体による合

計 6種類の動作に対して実験を行い、55.3%の識別結果を得た。

錘制約部分空間法は CHLAC特徴量のように加法に対して閉

じている制約が加えられているため，CHLAC特徴量の加法で

あらわすことのできるような同時発生の複数動作に対して良い

識別性能を示す可能性がある．今後この方向について，検討し

ていきたい．
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